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Abstrak 
Indonesia, khususnya Pulau Jawa, menghadapi kompleksitas risiko bencana hidrometeorologi dan geologi yang semakin meningkat akibat perubahan iklim, urbanisasi, serta degradasi lingkungan. Penelitian ini bertujuan melakukan pemetaan kerentanan bencana pada wilayah administratif Kabupaten/Kota di Pulau Jawa menggunakan pendekatan machine learning berbasis metode unsupervised, yaitu K-Means Clustering. Penelitian memanfaatkan 17 variabel lingkungan dan dampak bencana, meliputi frekuensi kejadian bencana (gempa bumi, longsor, banjir, cuaca ekstrem, kebakaran hutan/lahan, dan kekeringan), jumlah rumah rusak, jumlah korban terdampak, serta indikator pengelolaan lingkungan berupa timbulan sampah harian dan tahunan. Dataset awal terdiri dari seluruh Kabupaten/Kota di Pulau Jawa, namun dilakukan proses penyaringan data (preprocessing) termasuk normalisasi, handling missing values, dan data consistency check. Sebanyak 17 Kabupaten/Kota dikeluarkan dari analisis karena tidak memenuhi kelengkapan data. Melalui Elbow Method, ditentukan jumlah cluster optimal yaitu k=3, kemudian divalidasi menggunakan Silhouette Score, PCA Visualization, dan hierarchical clustering. Hasil clustering mengelompokkan wilayah menjadi tiga profil kerentanan: (0) Risiko Rendah (69 Kabupaten/Kota), dengan karakteristik intensitas bencana minimal dan timbulan sampah terendah (±407 ton/hari); (1) Risiko Sedang (10 Kabupaten/Kota), yang memiliki fluktuasi ekstrem pada indikator korban jiwa (±2.132 jiwa) terutama akibat cuaca ekstrem; serta (2) Risiko Tinggi (23 Kabupaten/Kota), yang ditandai dengan tekanan lingkungan masif berupa rata-rata timbulan sampah harian mencapai >1.200 ton dan frekuensi banjir tertinggi. Temuan ini memberikan dasar segmentasi risiko kebencanaan berbasis data sebagai rekomendasi prioritas mitigasi kebencanaan daerah.
Kata kunci: Data Mining, K-Means, Kerentanan Bencana, Elbow Method, PCA, Clustering
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1. Latar Belakang
Indonesia merupakan salah satu negara dengan tingkat kerentanan bencana tertinggi di dunia karena letaknya yang berada pada pertemuan tiga lempeng tektonik besar Indo-Australia, Eurasia, dan Pasifik  serta berada di jalur cincin api Pasifik (Pacific Ring of Fire). Kondisi ini menjadikan wilayah Indonesia sangat rawan terhadap gempa bumi, tsunami, letusan gunung api, serta bencana hidrometeorologi seperti banjir, tanah longsor, dan kekeringan ekstrem. Kompleksitas geografis yang ditandai oleh keragaman topografi, variasi curah hujan tinggi, serta perubahan tata guna lahan yang masif memperkuat kerentanan tersebut. Menurut [1] perubahan penutup lahan di Jawa Timur telah meningkatkan eksposur terhadap bencana alam hingga 34% dalam periode 2019–2024, menunjukkan keterkaitan erat antara pembangunan wilayah dan peningkatan risiko ekologis.
Pulau Jawa menjadi fokus utama dalam analisis kebencanaan nasional karena berperan sebagai pusat pemerintahan, aktivitas ekonomi, dan permukiman terpadat di Indonesia. Urbanisasi masif di wilayah ini telah menyebabkan perubahan drastis pada struktur ekologis, di mana konversi lahan hijau menjadi kawasan terbangun menurunkan kemampuan alami daerah untuk menyerap air hujan. Akibatnya, banjir perkotaan, kekeringan musiman, serta penurunan kualitas lingkungan semakin sering terjadi. Penelitian [2] menyoroti bahwa kawasan pesisir seperti Sayung, Kabupaten Demak, mengalami penurunan muka tanah akibat eksploitasi air tanah dan pembangunan infrastruktur berat, sementara [3] menegaskan bahwa urbanisasi cepat di kawasan metropolitan telah mengganggu keseimbangan ekologis, terutama di Jawa Barat dan Banten.
Kondisi serupa juga dialami oleh wilayah dengan karakteristik topografi lereng seperti Bogor dan Malang yang mencatat peningkatan kejadian tanah longsor akibat konversi lahan pertanian menjadi permukiman tanpa perencanaan drainase yang memadai. Menurut [4], wilayah pesisir utara Jawa seperti Semarang dan Gresik juga menunjukkan tingkat kesiapsiagaan bencana yang rendah meskipun memiliki intensitas kejadian tinggi, memperlihatkan kesenjangan antara risiko objektif dan kapasitas mitigatif masyarakat.
Untuk mengatasi kompleksitas ini, diperlukan pemetaan kerentanan berbasis data yang dapat mendukung kebijakan mitigasi baik struktural maupun nonstruktural. Metode machine learning, khususnya unsupervised learning, menjadi pendekatan yang relevan karena mampu mengelompokkan wilayah berdasarkan karakteristik multidimensi tanpa memerlukan label kategori awal. Kajian [5] menunjukkan bahwa algoritma K-Means Clustering efektif dalam mengelompokkan provinsi di Indonesia berdasarkan intensitas bencana dengan performa komputasi yang efisien. 
Pendekatan data mining dalam analisis kebencanaan digunakan untuk menemukan pola tersembunyi dari data spasial dan temporal yang kompleks. Metode ini memungkinkan pengambilan keputusan berbasis data dengan mengelompokkan wilayah rawan bencana tanpa memerlukan label risiko awal. Dalam konteks Indonesia, penerapan unsupervised learning sangat relevan karena variasi spasial dan sosial ekonomi antardaerah sangat besar.
[6] menunjukkan bahwa integrasi analisis morfometri dengan K-Means menghasilkan segmentasi prioritas yang akurat dalam pengelolaan DAS di Yogyakarta. Hasil tersebut membuktikan bahwa clustering efektif untuk mengungkap hubungan antara kondisi fisik dan risiko lingkungan. Selain itu, [7] menegaskan bahwa metode berbasis centroid seperti K-Means dapat meningkatkan presisi dalam pemetaan risiko gempa dengan dataset multidimensi.
Data mining untuk kebencanaan tidak hanya terbatas pada deteksi risiko, tetapi juga membantu pemerintah mengidentifikasi pola penyebab bencana, memantau perubahan risiko dari waktu ke waktu, dan mengoptimalkan sumber daya mitigasi. Dengan meningkatnya ketersediaan open data dari BPS dan SIPSN KLHK, pendekatan ini semakin potensial untuk dikombinasikan dengan model geospasial guna menghasilkan peta kerentanan yang lebih akurat dan berbasis bukti ilmiah.
Penelitian ini bertujuan melakukan profiling dan clustering kerentanan bencana di tingkat kabupaten/kota di Pulau Jawa dengan memanfaatkan kombinasi algoritma K-Means Clustering, Hierarchical Clustering (HC), Elbow Method, dan Principal Component Analysis (PCA). Integrasi keempat metode ini memungkinkan eksplorasi pola kerentanan spasial secara objektif dan mendalam, baik dari sisi tekanan antropogenik maupun faktor geofisik. Data yang digunakan berasal dari sumber resmi seperti Badan Pusat Statistik (BPS), Sistem Informasi Pengelolaan Sampah Nasional (SIPSN) Kementerian LHK, serta Data dan Informasi Bencana Indonesia (DIBI) BNPB.
Agar hasil analisis memiliki konsistensi spasial yang kuat, penelitian ini mencakup seluruh Kabupaten/Kota di Pulau Jawa, dengan pengecualian wilayah berikut karena keterbatasan data atau ketidaksesuaian parameter pengukuran dalam periode pengamatan 2024 : (Kab. Banjarnegara, Kab. Blora, Kota Pekalongan, Kota Tegal, Kab. Tangerang, Kota Tangerang Selatan, Kab. Bogor, Kab. Sukabumi, Kab. Cirebon, Kab. Tasikmalaya, Kab. Subang, Kota Sukabumi, Kota Jakarta Pusat, Kota Jakarta Timur, Kota Jakarta Barat, Kepulauan Seribu)
Pengecualian ini dilakukan untuk menjaga integritas statistik dan menghindari distorsi hasil klasterisasi akibat missing values yang signifikan pada variabel utama, seperti frekuensi bencana, timbulan sampah tahunan, atau jumlah kerusakan rumah. Dengan demikian, hasil clustering yang diperoleh diharapkan lebih representatif terhadap kondisi faktual dan memberikan dasar empiris yang kuat bagi perumusan kebijakan mitigasi berbasis wilayah di Pulau Jawa.
2. Metode Penelitian
Penelitian ini menggunakan pendekatan kuantitatif deskriptif komputasional dengan menerapkan metode unsupervised learning untuk analisis kerentanan bencana di tingkat kabupaten/kota di Pulau Jawa. Tahapan penelitian dirancang secara sistematis mulai dari akuisisi data hingga interpretasi hasil klasterisasi, sebagaimana diilustrasikan dalam Gambar 1.
[image: ]
Gambar 1 Diagram Alir (Flowchart) Tahapan Metodologi Penelitian.
Rancangan di atas memastikan bahwa setiap tahap komputasi memiliki validitas yang terukur sebelum melangkah ke tahap interpretasi.
2.1 Rancangan Penelitian
Penelitian ini menggunakan pendekatan kuantitatif deskriptif–komputasional dengan menerapkan metode unsupervised learning untuk analisis kerentanan bencana di tingkat kabupaten/kota di Pulau Jawa. Rancangan penelitian meliputi tahapan pengumpulan data, pra-pemrosesan, reduksi dimensi, klasterisasi, validasi, serta interpretasi spasial hasil analisis. Algoritma yang digunakan meliputi Principal Component Analysis (PCA) untuk reduksi dimensi, K-Means Clustering sebagai metode utama, Elbow Method untuk menentukan jumlah klaster optimal, serta Hierarchical Clustering (HC) sebagai validasi hasil klasterisasi. Pendekatan serupa diterapkan oleh [5] dalam penelitian berjudul Clustering Indonesian Provinces by Disaster Intensity Using K-Means Algorithm yang membuktikan efektivitas metode K-Means dalam pemetaan risiko bencana di Indonesia. 
2.2 Sumber dan Teknik Pengumpulan 
Data yang digunakan dalam penelitian ini adalah data sekunder periode tahun 2024 yang bersumber dari publikasi resmi lembaga pemerintah, yaitu Badan Pusat Statistik (BPS), Badan Nasional Penanggulangan Bencana (BNPB) melalui portal Data dan Informasi Bencana Indonesia (DIBI), serta Sistem Informasi Pengelolaan Sampah Nasional (SIPSN) Kementerian Lingkungan Hidup dan Kehutanan (KLHK).
Teknik pengumpulan data dilakukan dengan metode dokumentasi, yaitu mengekstraksi dataset tabular dari laporan statistik daerah. Total terdapat 17 variabel fitur yang digunakan untuk proses clustering, yang dikelompokkan ke dalam tiga kategori dimensi risiko:
1. Dimensi Frekuensi Bencana (Hazard): Meliputi akumulasi kejadian bencana alam per kabupaten/kota, yang terdiri dari enam indikator yaitu gempa bumi, tanah longsor, banjir, cuaca ekstrem, kebakaran hutan/lahan (karhutla), dan kekeringan.
2. Dimensi Dampak Fisik dan Sosial (Vulnerability): Mengukur tingkat kerugian yang ditimbulkan, meliputi variabel jumlah korban terdampak (jiwa) dan jumlah unit rumah rusak akibat bencana (rusak berat, sedang, maupun ringan).
3. Dimensi Tekanan Lingkungan (Environmental Stressor): Menggunakan indikator timbulan sampah harian (ton/hari) dan timbulan sampah tahunan (ton/tahun) sebagai representasi beban antropogenik wilayah.
Pemilihan variabel ini mengacu pada kajian [3]  dalam "Urbanization Pressure and Environmental Imbalance in Western Indonesia" yang mengindikasikan adanya korelasi kuat antara tekanan lingkungan (seperti volume sampah) dengan eskalasi risiko bencana hidrometeorologi di Pulau Jawa. Pengintegrasian data lingkungan ke dalam profil risiko bencana ini bertujuan untuk mendapatkan pemetaan klaster yang lebih holistik dibandingkan sekadar menggunakan data historis bencana.
2.3 Analisis Cluster Optimal
Berdasarkan eksekusi Elbow Method pada dataset yang telah dinormalisasi, grafik Within-Cluster Sum of Squares (WCSS) menunjukkan penurunan tajam dari k = 1 ke k = 2, dan mulai membentuk pola yang lebih stabil dan melandai pada k = 3. Fenomena ini mencerminkan bahwa peningkatan jumlah klaster setelah k = 3 menghasilkan penurunan inertia yang kurang signifikan, sehingga secara heuristik k = 3 dipilih sebagai jumlah klaster optimal untuk pemetaan profil risiko bencana di Pulau Jawa. Pendekatan seperti ini telah banyak digunakan dalam penelitian berbasis K-Means, di mana titik elbow pada grafik WCSS dianggap sebagai indikator keseimbangan terbaik antara kompaksi internal klaster dan pemisahan antar klaster [8].
Validasi visual menggunakan Principal Component Analysis (PCA) selanjutnya memperlihatkan bahwa ketiga klaster tersebut menunjukkan pola sebaran yang relatif terpisah pada ruang dua dimensi, meskipun terdapat sedikit irisan pada perbatasan antara klaster risiko rendah dan sedang. Pola ini wajar mengingat karakter data geospasial yang bersifat kontinu, di mana daerah transisi antara risiko seringkali memiliki nilai variabel yang mirip dan tidak sepenuhnya terpisah secara tajam.
Pendekatan Elbow Method telah diterapkan dalam berbagai konteks analisis klaster untuk menemukan jumlah grup paling representatif, termasuk dalam pemetaan tingkat intensitas bencana dan segmentasi wilayah [9]. Dalam studi tersebut, penggunaan grafik WCSS membantu menentukan k = 3 sebagai konfigurasi optimal yang meminimalkan variasi intra-klaster tanpa menambah kompleksitas model secara berlebihan. Dengan mengadopsi prosedur yang sama, penelitian ini dapat memastikan bahwa pembagian tiga klaster mencerminkan variasi risiko bencana yang substansial serta dapat digunakan sebagai dasar rekomendasi kebijakan mitigasi yang lebih tersegmentasi.
2.3 Teori Algoritma K-Means
Algoritma K-Means Clustering adalah salah satu metode unsupervised learning yang paling banyak digunakan untuk analisis klaster pada data numerik. K-Means termasuk dalam kategori partitional clustering, yaitu membagi data menjadi beberapa klaster yang saling eksklusif tanpa struktur hirarkis. Tujuan utama dari algoritma ini adalah meminimalkan varians intra-klaster (Within-Cluster Sum of Squares/WCSS), sehingga setiap observasi berada pada klaster yang paling representatif terhadap nilai tengah (centroid) klaster tersebut. Tujuan optimasi K-Means dirumuskan pada Persamaan (1) sebagai berikut :

Dimana:
· : Fungsi objektif (jumlah kuadrat error)
· : Jumlah klaster
· : Himpunan data pada klaster ke-
· : Titik data dalam klaster 
· : Centroid dari klaster ke- 
Tujuan fungsi tersebut adalah meminimalkan jarak antar titik data dengan centroidnya sehingga compactness klaster menjadi maksimum.
Proses dasar K-Means meliputi: (1) inisialisasi centroid secara acak; (2) mengalokasikan setiap titik data ke klaster terdekat berdasarkan metrik jarak, seperti jarak Euclidean yang dirumuskan pada Persamaan (2) sebagai berikut :

Dimana:
· : Jarak Euclidean antara vektor dan 
· : Nilai fitur ke-  pada data observasi
· : Nilai fitur ke-  pada centroid
· : Jumlah dimensi (fitur) data
Proses iterasi (langkah 2–3) diulang sampai konvergensi tercapai (centroid stabil atau perubahan sangat kecil). Proses ini memastikan bahwa pembagian data menjadi klaster mencerminkan pola kemiripan statistik secara optimal.
Dalam literatur aplikasi, K-Means telah digunakan secara luas di berbagai domain termasuk agrikultur, pendidikan, kesehatan, dan kebencanaan. Misalnya, model K-Means digunakan untuk memetakan wilayah rawan bencana di Indonesia berdasarkan kejadian bencana dan indikator risikonya, dengan evaluasi kualitas klaster seperti silhouette score dan Elbow untuk menilai kualitas pembagian data ke dalam klaster. Hasil penelitian tersebut menunjukkan bahwa normalisasi data perlu diperhatikan karena dapat memengaruhi performa klaster secara signifikan, khususnya pada data spasial bencana di Jawa Barat [10]. 
[bookmark: _ybquictkic4d]2.4 Teori Elbow Method
Elbow Method adalah teknik heuristik yang umum digunakan untuk menentukan jumlah klaster optimal (k) dalam algoritma K-Means. Metode ini didasarkan pada grafik Within-Cluster Sum of Squares (WCSS) yang diplot terhadap berbagai nilai k. WCSS dihitung sebagai jumlah total jarak kuadrat dari titik data ke centroid masing-masing klaster, yang dirumuskan pada Persamaan (3) sebagai berikut:

Dimana:
· : Jumlah klaster
· : Klaster ke-
· : Titik data dalam klaster 
· : Centroid dari klaster 
Secara konsep, WCSS akan berkurang ketika jumlah klaster meningkat; namun setelah titik tertentu, penurunan WCSS tidak lagi signifikan. Titik tersebut dikenal sebagai “elbow point” dan dipilih sebagai jumlah klaster optimal karena menyeimbangkan kompleksitas dan variasi data.
Sebagai prosedur praktis, langkahnya adalah:
1. Jalankan K-Means clustering untuk k = 1 sampai n (misalnya 1–10).
2. Hitung WCSS untuk setiap k.
3. Gambar kurva WCSS terhadap nilai k.
4. Identifikasi titik elbow di mana terjadi trade-off drastis antara penurunan WCSS dan peningkatan jumlah klaster.
Penelitian data mining di sektor pertanian [11] memperlihatkan bahwa Elbow Method memberikan indikasi visual yang kuat untuk jumlah klaster optimal dalam analisis produksi padi di Jawa Barat, namun metode ini bisa bersifat subjektif terutama bila titik elbow tidak jelas sehingga perlu dibandingkan dengan metrik lain (e.g., Silhouette).
Kelebihan Elbow Method adalah kesederhanaan interpretasi dan kompatibilitasnya dengan K-Means, namun kekurangannya adalah ketergantungan visual yang subjektif dan tidak selalu memberikan satu titik elbow yang jelas pada semua dataset. Ini mengakibatkan beberapa penelitian mengoptimalkan Elbow dengan teknik lain seperti Silhouette Score atau perhitungan numerik otomatis dari perubahan WCSS (Basri et al., 2023).
2.5 Reduksi Dimensi dan Validasi (PCA & Hierarchical Clustering)
Principal Component Analysis (PCA) digunakan untuk mereduksi dimensi data agar dapat divisualisasikan dalam ruang 2 dimensi. PCA mentransformasi variabel berkorelasi menjadi principal components yang ortogonal, mempertahankan variansi informasi asli, serta meminimalkan noise dan redundansi data [13]
Selain itu, Hierarchical Clustering (HC) digunakan sebagai metode pembanding (comparative method). Berbeda dengan K-Means, HC tidak memerlukan penentuan jumlah klaster di awal dan mampu menangkap hubungan non-linear melalui dendrogram. Penelitian [14] serta [6] menunjukkan bahwa kombinasi K-Means dan HC efektif meningkatkan stabilitas spasial dan interpretabilitas klaster, khususnya pada data kebencanaan yang kompleks.
2.4 Pra-pemrosesan Data (Preprocessing)
Pra-pemrosesan data merupakan fase fundamental dalam pipeline data mining untuk menjamin integritas dan stabilitas model K-Means yang sangat sensitif terhadap kualitas input (skala dan distribusi data). Mengadaptasi kerangka kerja yang umum diterapkan dalam studi information system, tahapan pra-pemrosesan dalam penelitian ini meliputi:
a. Standardisasi Nomenklatur Wilayah: Sebelum integrasi data, dilakukan penyeragaman penulisan nama Kabupaten/Kota dan Provinsi menjadi format huruf kapital (uppercase) serta penghapusan prefiks seperti "KAB.", "KOTA", atau "ADM." untuk memastikan konsistensi saat penggabungan data tabular dengan data geospasial (GeoJSON).
b. Pembersihan Data (Data Cleaning): Langkah awal difokuskan pada eliminasi inkonsistensi. Dalam penelitian ini, proses cleaning mencakup penghapusan baris data agregat level provinsi agar analisis terfokus pada unit Kabupaten/Kota, serta memfilter wilayah yang memiliki kekosongan data (null values) melebihi ambang batas toleransi (50% fitur kosong). Hal ini krusial untuk mencegah distorsi pada perhitungan centroid klaster.
c. Imputasi Data (Missing Value Imputation): Mengingat karakteristik dataset lingkungan yang seringkali tidak lengkap, teknik imputasi diterapkan alih-alih penghapusan data secara masif (listwise deletion). Nilai yang hilang pada variabel numerik diisi menggunakan metode median, yang secara statistik lebih robust (tahan) terhadap pengaruh outlier dibandingkan metode rata-rata (mean).
d. Standarisasi Variabel (Feature Scaling): Terdapat disparitas satuan yang ekstrem antara variabel, misalnya "Timbulan Sampah" (ribuan ton) versus "Kejadian Gempa" (satuan digit). Tanpa penanganan, variabel berskala besar akan mendominasi perhitungan jarak Euclidean. Oleh karena itu, diterapkan normalisasi menggunakan Standard Scaler (Z-Score) untuk mentransformasi data sehingga memiliki rata-rata 0 dan standar deviasi 1, memastikan kontribusi yang seimbang dari setiap fitur dalam pembentukan klaster.
e. Penanganan Outlier: Analisis outlier dilakukan untuk mengidentifikasi anomali ekstrem. Dalam konteks kebencanaan, outlier (seperti curah hujan ekstrem atau kerusakan masif) seringkali merupakan informasi penting yang mencirikan "Risiko Tinggi". Oleh karena itu, outlier yang valid secara kontekstual dipertahankan untuk memastikan klaster risiko tinggi teridentifikasi dengan akurat.
Sebagai gambaran struktur data yang siap diolah setelah melalui tahapan pembersihan dan imputasi, Tabel 1 di bawah ini menyajikan sampel lima baris data teratas untuk beberapa variabel kunci.

Tabel  1. Sampel Dataset Kabupaten/Kota di Pulau Jawa Setelah Proses Data Cleaning
	Kabupaten/Kota
	Provinsi
	Bencana Alam (Kejadian)
	Rumah Rusak (Unit)
	Korban Terdampak (Jiwa)
	Timbulan Sampah (Ton/Hari)

	KABUPATEN A
	JAWA TIMUR
	5
	9
	39
	304.67

	KABUPATEN B
	JAWA TIMUR
	12
	254
	23
	383.80

	KABUPATEN C
	JAWA TIMUR
	21
	70
	233
	302.44

	KABUPATEN D
	JAWA TIMUR
	4
	7
	0
	449.69

	KABUPATEN E
	JAWA TIMUR
	13
	308
	1,784
	417.00


Keterangan: Tabel menampilkan agregasi variabel utama. "Bencana Alam" merupakan total kejadian (banjir, longsor, dll), demikian pula untuk "Rumah Rusak" dan "Korban Terdampak". Sumber: Data Olahan (2024).
2.5 Penentuan Jumlah Cluster
Penentuan jumlah klaster optimal (k) merupakan aspek penting dalam klasterisasi K-Means karena nilai k yang dipilih akan mempengaruhi kualitas segmentasi wilayah serta interpretasi hasil. Salah satu pendekatan umum untuk mengidentifikasi jumlah klaster yang efisien adalah Elbow Method, yang mengukur perbandingan antara jumlah klaster dan nilai Within-Cluster Sum of Squares (WCSS).
Elbow Method bekerja dengan melatih model K-Means untuk sejumlah nilai k yang berbeda (misalnya k = 1 sampai k = 10), kemudian menghitung nilai WCSS  yaitu jumlah total kuadrat jarak antara setiap titik data dengan centroid klasternya  untuk setiap jumlah klaster tersebut. Hasilnya diplot pada grafik nilai k terhadap WCSS, sehingga dapat dilihat pola penurunan WCSS seiring bertambahnya k. Karena WCSS secara umum akan menurun ketika k bertambah, Elbow Method mencari titik “siku” (elbow) di grafik di mana penurunan tajam WCSS mulai melambat, yang menunjukkan bahwa peningkatan jumlah klaster selanjutnya tidak memberikan perbaikan signifikan dalam penurunan variasi intra-klaster. Titik ini kemudian dipilih sebagai jumlah k optimal [15].
Dalam penelitian ini, setelah dilakukan analisis Elbow, grafik WCSS yang diperoleh dari data normalisasi variabel menunjukkan penurunan tajam dari k = 1 ke k = 2 dan kemudian mulai melandai setelah nilai k = 3. Dengan demikian, *tiga klaster dipilih sebagai jumlah klaster optimal yang merepresentasikan variasi utama dalam dataset kerentanan bencana di Pulau Jawa. Selanjutnya, pemilihan ini juga dapat dikonfirmasi secara visual melalui Principal Component Analysis (PCA), yang menunjukkan bahwa ketiga klaster tersebut memiliki distribusi yang relatif terpisah pada ruang dua dimensi, meskipun terdapat beberapa tumpang tindih di wilayah transisi yang wajar dalam data geospasial kontinu.
Selain Elbow Method, metode pembanding seperti Silhouette Coefficient dapat digunakan untuk menilai kualitas pemisahan klaster berdasarkan sejauh mana anggota klaster lebih dekat ke sentroid sendiri dibanding klaster lain. Namun, dalam penelitian ini Elbow Method dipilih sebagai pendekatan utama karena kejelasan interpretasinya dalam konteks segmentasi risiko wilayah serta kemampuannya untuk menyederhanakan keputusan pemilihan k yang bermakna secara statistik dan pragmatis dalam pemetaan klaster risiko bencana.
3. Hasil dan Diskusi
3.1 Analisis Cluster Optimal
Tahapan ini bertujuan menentukan jumlah klaster paling representatif untuk memetakan variasi kerentanan bencana di Kabupaten/Kota se-Pulau Jawa. Analisis dilakukan menggunakan metode Elbow, yang mengevaluasi hubungan antara jumlah klaster k dengan nilai Within-Cluster Sum of Squares (WCSS). Pendekatan ini esensial untuk menemukan titik keseimbangan (trade-off) antara kompleksitas model dan homogenitas antar anggota klaster.
Berdasarkan hasil komputasi, nilai WCSS menunjukkan penurunan drastis dari k=1 ke k=2, dan mulai melandai secara signifikan membentuk "siku" pada k=3. Pola ini mengindikasikan bahwa pembagian menjadi tiga klaster (k=3) adalah konfigurasi paling optimal untuk merepresentasikan heterogenitas data tanpa terjadinya overfitting. Temuan ini valid secara metodologis karena penambahan klaster setelah k=3 tidak memberikan penurunan varians intra-klaster yang substansial. Hal ini sejalan dengan kaidah Elbow Method yang dijelaskan oleh[15], di mana fase stabil setelah penurunan tajam WCSS menandai titik optimal pemisahan data.
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Gambar 2 Grafik Elbow Method Menunjukkan Titik Optimal pada k=3.

Gambar 2 di atas mengilustrasikan hasil pengujian algoritma Elbow Method menggunakan nilai Within-Cluster Sum of Squares (WCSS). Sumbu X merepresentasikan jumlah klaster (k) dan sumbu Y merepresentasikan nilai inersia (error). Terlihat bahwa penurunan nilai inersia sangat tajam pada saat jumlah klaster bergerak dari 1 ke 2. Penurunan mulai melandai secara signifikan saat mencapai k=3, membentuk sudut siku yang jelas. Setelah k=3, penurunan kurva menjadi sangat landai (asimtotik), yang berarti penambahan klaster lebih lanjut tidak memberikan kontribusi signifikan terhadap pemisahan data. Oleh karena itu, k=3 dipilih sebagai titik potong paling efisien.
Validitas jumlah klaster ini diperkuat oleh analisis visual menggunakan Principal Component Analysis (PCA). Proyeksi data 17 dimensi ke dalam ruang dua dimensi (PCA1 dan PCA2) memperlihatkan struktur pengelompokan yang distingsif:
1. Cluster 0 cenderung berkumpul rapat (homogen) pada kuadran nilai PCA negatif.
2. Cluster 2 memiliki sebaran yang sangat luas (heterogen) pada kuadran positif, merefleksikan adanya nilai ekstrem pada variabel tertentu (seperti timbulan sampah atau kerusakan infrastruktur masif).
3. Cluster 1 berada di antara keduanya sebagai zona transisi.
Berdasarkan explained variance ratio, Principal Component 1 (PC1) mampu menjelaskan 52,6% variasi data total, dan Principal Component 2 (PC2) menjelaskan 21,3%. Dengan akumulasi varians mencapai 73,9%, visualisasi ini sangat representatif untuk menggambarkan struktur data yang sebenarnya. Meskipun terdapat sedikit irisan (overlap) antara risiko rendah dan sedang, hal ini wajar dalam data geospasial yang bersifat kontinu.
Interpretasi awal dari ketiga klaster yang terbentuk menunjukkan segmentasi risiko yang jelas sesuai dengan data empiris lapangan:
a. Cluster 0 (Risiko Rendah): Wilayah dengan frekuensi bencana minimal dan beban lingkungan rendah. Berdasarkan data, klaster ini mencakup mayoritas wilayah seperti Kabupaten Pacitan dan Ponorogo, yang memiliki timbulan sampah harian relatif kecil (<400 ton/hari).
b. Cluster 1 (Risiko Sedang): Wilayah transisi dengan aktivitas antropogenik yang mulai meningkat namun belum mencapai tahap kritis, seperti Kabupaten Blitar dan Bojonegoro.
c. Cluster 2 (Risiko Tinggi): Wilayah dengan anomali data ekstrem, baik dari sisi tekanan lingkungan (urban) maupun kerusakan fisik (geologis). Anggota klaster ini meliputi kawasan metropolitan seperti Kota Surabaya, Kota Bandung, serta wilayah rawan bencana geologi seperti Kabupaten Malang dan Jember.
Konsistensi pengelompokan ini juga telah diuji melalui analisis stabilitas dengan melakukan inisialisasi ulang algoritma K-Means sebanyak 20 kali (random seed berbeda), yang tetap menghasilkan konvergensi pada pola tiga kelompok yang sama. Dukungan literatur dari [16] turut memperkuat bahwa algoritma K-Means dengan validasi Elbow dan PCA efektif memisahkan wilayah risiko bencana ke dalam kelompok yang bermakna secara spasial.
[image: ]
Gambar 3 Visualisasi Sebaran Cluster Menggunakan Principal Component Analysis (PCA).

Visualisasi scatter plot dua dimensi pada Gambar 3 memperlihatkan distribusi spasial data setelah direduksi menggunakan PCA. Titik-titik data (Kabupaten/Kota) yang memiliki karakteristik serupa berkumpul dalam warna yang sama. Klaster 0 (Risiko Rendah) tampak mengelompok padat, menunjukkan bahwa mayoritas kabupaten/kota memiliki profil risiko rendah yang seragam. Sebaliknya, Klaster 2 (Risiko Tinggi) memiliki sebaran titik yang menyebar jauh dari pusat (centroid), mengindikasikan varians yang tinggi; artinya, penyebab tingginya risiko di klaster ini bervariasi, mulai dari sampah ekstrem hingga kerusakan geologis.
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Berdasarkan hasil pengolahan data menggunakan algoritma K-Means, diperoleh nilai rata-rata (centroid) untuk variabel kunci pada setiap klaster yang disajikan dalam Tabel 2.
Tabel  2. Karakteristik Centroid (Rata-rata) Variabel Bencana dan Lingkungan pada Setiap Cluster
	Variabel Indikator

	Cluster 0
(Risiko Rendah)
69 Kota
	Cluster 1
(Risiko Sedang)
10 Kota
	Cluster 2
(Risiko Tinggi)
23 Kota

	Timbulan Sampah Harian (ton)
	407.0
	618.0
	1,206.0

	Kejadian Banjir (kali/tahun)
	1.3
	3.1
	4.7

	Kejadian Cuaca Ekstrem (kali/tahun)
	1.4
	6.0
	1.7

	Rumah Rusak (unit)
	40
	426
	86

	Korban Terdampak (jiwa)
	64.6
	2,132.0
	37.0


Sumber: Hasil Pengolahan Data (2024)
Tabel 2 menunjukkan karakteristik centroid untuk masing-masing klaster yang terbentuk. Klaster 0 (Risiko Rendah) mencakup mayoritas wilayah (69 kota) dengan rata-rata timbulan sampah 407 ton/hari, kejadian banjir 1,3 kali/tahun, dan dampak korban jiwa yang minim (64,6 jiwa). Klaster 1 (Risiko Sedang) terdiri dari 10 kota dengan karakteristik unik berupa tingginya kejadian cuaca ekstrem (6,0 kali/tahun) yang menyebabkan lonjakan signifikan pada kerusakan rumah (426 unit) dan korban terdampak (2.132 jiwa). Sementara itu, Klaster 2 (Risiko Tinggi) mencakup 23 kota yang didominasi oleh tekanan lingkungan, ditandai dengan timbulan sampah harian tertinggi mencapai 1.206 ton dan frekuensi banjir tertinggi sebesar 4,7 kali/tahun.
Proses klasterisasi menggunakan algoritma K-Means dengan nilai k = 3 menghasilkan tiga kelompok utama wilayah yang merepresentasikan perbedaan tingkat kerentanan bencana di Pulau Jawa. Setiap klaster mencerminkan kombinasi faktor fisik dan sosial seperti frekuensi kejadian bencana, jumlah rumah rusak, jumlah korban terdampak, serta indikator tekanan lingkungan berupa timbulan sampah harian dan tahunan. Hasil visualisasi Principal Component Analysis (PCA) menunjukkan distribusi tiga klaster yang relatif terpisah, dengan sedikit overlap antara klaster risiko sedang dan rendah yang mengindikasikan adanya wilayah transisi.
A. Klaster 0 (Risiko Rendah)
Klaster risiko rendah mencakup wilayah seperti Pacitan, Ponorogo, Trenggalek, Tulungagung, dan Kediri. Wilayah dalam kelompok ini ditandai oleh frekuensi kejadian bencana yang rendah, terutama gempa bumi dan banjir dengan nilai rata-rata hanya 1–2 kejadian per tahun. Sebagian besar kejadian yang muncul didominasi oleh bencana berskala kecil seperti cuaca ekstrem atau kebakaran lahan ringan.
Nilai timbulan sampah harian rata-rata di klaster ini hanya sekitar 350–450 ton/hari, jauh di bawah klaster risiko tinggi, menandakan rendahnya tekanan antropogenik terhadap lingkungan. Jumlah rumah rusak akibat bencana juga relatif minimal, dengan sebagian besar wilayah mencatat <10 rumah rusak dalam setahun.
Dari aspek korban terdampak, wilayah ini menunjukkan jumlah korban sangat kecil, umumnya di bawah 100 jiwa per jenis bencana. Hal ini dapat dikaitkan dengan rendahnya kepadatan penduduk dan masih luasnya ruang terbuka hijau yang berfungsi sebagai buffer zone alami.Meski demikian, risiko tertentu seperti tsunami di Pacitan dan longsor di Trenggalek tetap memerlukan sistem mitigasi berbasis lokal agar tidak menimbulkan kerugian besar bila terjadi.Temuan ini sejalan dengan penelitian [16] yang menyatakan bahwa wilayah rural dengan intensitas kegiatan ekonomi rendah dan kualitas ekosistem tinggi cenderung memiliki resiliensi bencana lebih kuat.
B. Klaster 1 (Risiko Sedang)
Klaster risiko sedang meliputi daerah seperti Blitar, Bondowoso, Bojonegoro, Pamekasan, dan Banyumas. Karakteristik klaster ini menunjukkan adanya peralihan antara kawasan rural dan semi-urban, dengan frekuensi bencana yang mulai meningkat. Wilayah dalam klaster ini mengalami 1–4 kejadian banjir dan longsor per tahun, serta mulai menunjukkan peningkatan kejadian cuaca ekstrem.
Rata-rata timbulan sampah harian mencapai 350–700 ton/hari, menandakan tekanan lingkungan yang meningkat akibat urbanisasi dan perubahan tata guna lahan. Jumlah korban bencana di klaster ini relatif sedang, berkisar 200–1.800 jiwa per tahun tergantung jenis bencana. Misalnya, Kabupaten Blitar mencatat 1.428 korban akibat cuaca ekstrem, sedangkan Banyumas mengalami lebih dari 1.800 korban akibat banjir dan longsor.
Dari aspek sosial, wilayah pada klaster ini menunjukkan kapasitas adaptasi yang fluktuatif, karena sebagian daerah telah mengalami ekspansi permukiman tanpa diimbangi dengan kesiapan infrastruktur mitigasi. Kondisi ini menjadikan klaster sedang berada pada “titik kritis” (tipping point) yang perlu diantisipasi melalui kebijakan penguatan kelembagaan daerah dan pengelolaan drainase terpadu.
Hasil ini sejalan dengan temuan dalam Zonasi Tingkat Kerentanan Terhadap Banjir di wilayah pesisir Pasuruan, Jawa Timur, di mana kombinasi faktor sosial, ekonomi, fisik, dan lingkungan menunjukkan bahwa sebagian besar wilayah mengalami tingkat kerentanan sedang hingga tinggi terhadap bencana banjir, terutama di daerah dengan tekanan sosial-ekonomi yang lebih kuat dan kapasitas adaptasi yang terbatas. Pendekatan zonasi ini menunjukkan bagaimana transisi penggunaan lahan dari rural ke semi-urban dapat memperburuk potensi dampak bencana melalui kerentanan multifaseted [17].
C. Klaster 2 (Risiko Tinggi)
Klaster risiko tinggi beranggotakan Malang, Jember, Pasuruan, Sidoarjo, dan Kota  Surabaya. Wilayah ini memiliki frekuensi kejadian bencana tertinggi, dengan catatan banjir dan cuaca ekstrem mencapai 10 kejadian per tahun di beberapa daerah (misalnya Jember dan Pasuruan). Rata-rata timbulan sampah harian mencapai lebih dari 800 ton/hari, bahkan Surabaya mencatat 1.810 ton/hari dengan total 660.946 ton/tahun, tertinggi di seluruh Pulau Jawa. Hal ini menunjukkan tekanan lingkungan ekstrem akibat kepadatan penduduk, aktivitas industri, dan lemahnya sistem pengelolaan sampah perkotaan.
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Gambar 4 Peta Sebaran Spasial Tingkat Kerentanan Bencana Kabupaten/Kota di Pulau Jawa (Merah: Risiko Tinggi, Kuning: Risiko Sedang, Hijau: Risiko Rendah).
Gambar 4 menyajikan visualisasi spasial kerentanan bencana di Pulau Jawa, di mana setiap warna merepresentasikan tingkat risiko yang berbeda. Warna Merah menandakan wilayah dengan tingkat kerentanan Tinggi (Cluster 2), yang terkonsentrasi di kawasan perkotaan padat seperti Jakarta, Surabaya, dan Bandung, serta wilayah rawan bencana geologi seperti Cianjur. Warna Kuning menunjukkan wilayah dengan tingkat kerentanan Sedang (Cluster 1), yang umumnya berada di daerah transisi antara perkotaan dan pedesaan dengan frekuensi bencana yang moderat. Sedangkan Warna Hijau merepresentasikan wilayah dengan tingkat kerentanan Rendah (Cluster 0), yang mendominasi sebagian besar kabupaten di wilayah selatan dan pedalaman Pulau Jawa, ditandai dengan tekanan lingkungan dan intensitas bencana yang relatif minim. Pola distribusi warna ini secara jelas memperlihatkan disparitas risiko bencana yang dipengaruhi oleh faktor urbanisasi dan topografi wilayah.
a. Frekuensi & Dampak: Jember mencatat 10 kejadian banjir dan 9 kejadian cuaca ekstrem per tahun. Kabupaten Malang mencatat kerusakan fisik tertinggi dengan 282 unit rumah rusak akibat banjir.
b. Tekanan Lingkungan (Sampah): Rata-rata timbulan sampah harian mencapai lebih dari 1.200 ton/hari. Kota Surabaya mencatat 1.810 ton/hari dengan total 660.946 ton/tahun, tertinggi di antara sampel data. Kabupaten Bekasi menyusul dengan 1.683 ton/hari.
c. Analisis Kausalitas: Tingginya volume sampah di Surabaya dan Bekasi yang beriringan dengan tingginya frekuensi banjir mengkonfirmasi tekanan lingkungan ekstrem akibat kepadatan penduduk dan lemahnya sistem pengelolaan sampah perkotaan. Sidoarjo mencatat 1.417 korban bencana cuaca ekstrem, sementara Surabaya menempati posisi puncak dalam jumlah total kerugian akibat kombinasi banjir dan efek urban heat island.
Kondisi ini memperkuat hasil studi [18] yang menunjukkan bahwa urbanisasi masif di wilayah metropolitan Jawa telah memperburuk frekuensi banjir dan menurunkan fungsi ekologis ruang terbuka hijau. Dengan demikian, klaster risiko tinggi menuntut mitigasi struktural yang kuat, seperti pengembangan smart drainage system, pemantauan curah hujan berbasis sensor IoT, serta revitalisasi taman kota untuk meningkatkan kapasitas resapan air.
D. Sintesis Hasil
Secara keseluruhan, hasil klasterisasi menunjukkan bahwa:
· Klaster 0 (Risiko Rendah): Wilayah rural dengan beban lingkungan rendah dan frekuensi bencana kecil.
· Klaster 1 (Risiko Sedang): Wilayah transisi dengan peningkatan tekanan lingkungan dan kapasitas adaptasi sedang.
· Klaster 2 (Risiko Tinggi): Wilayah metropolitan dengan aktivitas antropogenik tinggi dan intensitas bencana besar.
Distribusi spasial hasil klasterisasi juga menggambarkan pola geografis yang realistis: wilayah dengan risiko tinggi terkonsentrasi di Jawa Timur bagian utara dan kawasan perkotaan padat, sedangkan risiko rendah berada di selatan dan daerah pegunungan dengan kepadatan penduduk kecil. Pola ini memperkuat argumen bahwa faktor antropogenik dan lingkungan memiliki peran yang sama kuat dalam mempengaruhi kerentanan bencana di Pulau Jawa.
4. Kesimpulan
Penelitian ini berhasil melakukan profiling dan clustering kerentanan bencana Kabupaten/Kota di Pulau Jawa menggunakan algoritma K-Means yang dikombinasikan dengan Elbow Method dan Principal Component Analysis (PCA) berbasis data lingkungan dan dampak bencana tahun 2024. Data yang digunakan bersumber dari Badan Pusat Statistik (BPS) dan Sistem Informasi Pengelolaan Sampah Nasional (SIPSN) sehingga mencerminkan kondisi faktual wilayah kajian. Hasil penentuan jumlah klaster menggunakan Elbow Method menunjukkan bahwa jumlah klaster optimal adalah tiga klaster, yang kemudian digunakan dalam proses K-Means. Ketiga klaster tersebut merepresentasikan tingkat kerentanan bencana rendah, sedang, dan tinggi. Wilayah yang tergolong dalam klaster kerentanan tinggi umumnya memiliki karakteristik berupa frekuensi kejadian bencana yang tinggi, dampak kerusakan yang besar, serta tekanan lingkungan yang signifikan, khususnya terkait indikator timbulan sampah dan kepadatan aktivitas manusia. Temuan ini sejalan dengan hasil penelitian [16] yang menyatakan bahwa pengelompokan wilayah rawan bencana menggunakan algoritma K-Means mampu mengidentifikasi perbedaan karakteristik risiko antar wilayah secara jelas dan sistematis. Selain itu, penelitian Zulfikar dan (Setapati (2025) juga menunjukkan bahwa pendekatan clustering berbasis data bencana efektif digunakan untuk memetakan tingkat kerawanan wilayah sebagai dasar perencanaan mitigasi. Penggunaan PCA dalam penelitian ini terbukti membantu mengurangi kompleksitas data dan meningkatkan kejelasan pemisahan antar klaster. Hal ini konsisten dengan penelitian [19]yang menyimpulkan bahwa kombinasi PCA dan K-Means mampu meningkatkan kualitas hasil klasterisasi pada data multidimensi. Dengan demikian, metode yang digunakan dalam penelitian ini dapat dinilai efektif, objektif, dan relevan untuk analisis kerentanan bencana berbasis data lingkungan.
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